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Vorwort

»Modern Radiology* ist eine kostenlose Lehrressource fur die
Radiologie, die online von der Européischen Gesellschaft flr
Radiologie (ESR) veroffentlicht wird. Der Titel dieser zweiten,
Uberarbeiteten Version spiegelt das neuartige didaktische Kon-
zept des ESR E-Books wider: eine einzigartige Kombination
aus Text, Bildern und Schemata auf pragnanten Seiten, erganzt
durch klinische Bildgebungsfalle, Fragen und Antworten sowie
Hyperlinks, die einen schnellen Wechsel zwischen organbezo-
genen und eher technischen Kapiteln, Zusammenfassungen
und Referenzen ermoglichen.

Die Kapitel basieren auf Beitragen von Uber 100 anerkannten
européischen Experten und behandeln sowohl allgemeine
technische als auch organbezogene klinische Bildgebungs-
themen. Die neue grafische Gestaltung, die Asklepios mit
modischer Birille zeigt, symbolisiert die Verbindung klassischer
medizinischer Lehre mit zeitgendssischer Bildung.

Obwohl die urspriingliche Version des ESR E-Books als Basis-
wissen fur Medizinstudierende und Lehrende konzipiert war,
wurde der Umfang schrittweise erweitert, um fortgeschrittene-
res Wissen fur Leser anzubieten, die tiefer einsteigen modchten.
Dadurch deckt,,Modern Radiology* auch Themen des Under-
graduate-Levels des ESR European Training Curriculum for

Radiology ab und geht damit auf die Ausbildungsbedurfnisse
von Assistenzarztinnen ein. Darlber hinaus spiegelt es das
Feedback von Medizinerinnen weltweit wider, die inr Wissen in
bestimmten Bereichen der medizinischen Bildgebung auf den
neuesten Stand bringen mdchten und die Tiefe und Klarheit
des ESR E-Books sowohlin der Grund- als auch in der weiter-
fuhrenden Ausbildung bereits zu schéatzen wissen.

lch moéchte allen Autorinnen, die ihre Zeit und ihr Fachwissen
in dieses ehrenamtliche, gemeinnutzige Projekt eingebracht
haben, sowie Carlo Catalano, Andrea Laghi und Andras Palko,
die die urspringliche Idee zur Erstellung eines ESR-eBooks
hatten, und schlieBlich dem ESR-BUuro fur die technische und
administrative Unterstitzung herzlich danken.

~Modern Radiology* verkorpert einen kooperativen Geist und
ein unerschitterliches Engagement fur diese faszinierende
medizinische Disziplin, die fr die moderne Patientenversor-
gung unverzichtbar ist. Ich hoffe, dass dieses Lehrmittel Neu-
gier und kritisches Denken férdert und so zur Wertschatzung
der Kunst und Wissenschaft der Radiologie in Europa und dar-
Uber hinaus beitragt.

Minerva Becker, Herausgeberin
Ordentliche Professorin fir Radiologie, Medizinische
Fakultat, Universitat Genf, Schweiz

NRADIOLOGY

Kl in der
Radiologie

KAPITELUBERSICHT:

Einleitung
Grundlagen der Kl

Weiterfiihrende
Themen zu Kl

Zukiinftige Aspekte
Take-Home-Messages
Quellenund
weiterfihrende

Literatur

Wissenstest



Copyright and Terms of Use

Sie dirfen :

Teilen — das Material in jedwedem Format oder Medium vervielfaltigen und weiterverbreiten

Unter folgenden Bedingungen:

Urheber- und Rechteangaben machen, einen Link zur
Lizenz beifiigen und angeben, ob Anderungen vor-
genommen wurden. Diese Angaben durfen in jeder
angemessenen Art und Weise gemacht werden, allerdings
nicht so, dass der Eindruck entsteht, der Lizenzgeber
unterstltze gerade Sie oder Ihre Nutzung besonders.

NICHT KOMMERZIELL - Sie durfen das Material
nicht fir kommerzielle Zwecke verwenden

KEINE BEARBEITUNGEN - Wenn Sie das
Material remixen, verdndern oder darauf ander-

Fassung des Materials nicht verbreiten.

So zitieren Sie dieses Werk:

European Society of Radiology,

Tugba Akinci D'Antonoli, Marcio A. B. C.
Rockenbach, Vera Cruz e Silva,

Merel Huisman, Elmar Kotter, Emmanouil
Koltsakis, Peter M. A. van Ooijen, Erik R.
Ranschaert, Pinar Yilmaz

(2024) ESR Modern Radiology eBook:

Kinstliche Intelligenz in der Radiologie.
DOI110.26044/esr-modern-radiology-ger-08
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<=> KERNWISSEN

/ Warum sollten wir uns mit Kl befassen?

/ Kunstliche Intelligenz (KI) ist ein

schnell wachsendes Feld, das
jeden Aspekt unseres Lebens
beeinflusst, einschlieBlich der
Art und Weise, wie wir Medizin
praktizieren. Mitarbeitende

im Gesundheitswesen
mussen mit dem Tempo

der digitalen Entwicklung
Schritt halten.

Aufgrund des rasanten Anstieges
von Volumen und Komplexitat
durchgefihrter Bildgebung
kommt es zu einer Exazerbation
des Personalmangels und
radiologischer Arbeitsbelastung.
Infolgedessen sinkt die
Arbeitsqualitdt und die Anzahl
unbefundeter Untersuchungen
nimmt zu. Kl kann sowohl die

Geschwindigkeit als auch die
Qualitéat der Befundung ver-
bessern und gleichzeitig die
arztliche Arbeitszufriedenheit
zu steigern.

Der Einsatz von Klim
Gesundheitswesen birgt poten-
zielle Risiken, wie eine groBe
Anzahl von Fehlern oder zusétz-
liche unnétige Kosten. Daher
mussen wir mehr Uber Kl lernen,
um Kl-Tools sicher und effektiv in
der Medizin einzusetzen.

Im folgenden Abschnitt erfahren
wir mehr Uber die Anwendungen
von Kl in der Radiologie. Werfen
wir jedoch zunachst einen
kurzen Blick auf die Geschichte
und Grundlagen der KI.

Forecast Shortfall of Clinical
Radiolgy Consultants in UK
2020-2025

B Clinical Radiology 44 %
Consultants

Shortfall

33 % 3,613

1,939

2020 2025

<o0> QUELLE

Adaptiert aus: Radiology UK workforce census
2020 report
https://www.rcr.ac.uk/publication/clinical-
radiology-uk-workforce-census-2020-report
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<=> KERNWISSEN

/ Kurze Geschichte der Kl in der Radiologie

/ Ada Lovelace entwickelte 1842 das erste / Krizhevsky et al. gewannen 2012 die ImageNet-
Konzept eines Computerprogrammes — die Challenge mit AlexNet, einem Convolutional
Geburtsstunde der Informatik. Neural Network, und das Feld des Deep Learning

erlebte einen rasanten Aufschwung .
/ Im Jahr 1895 beobachtete William Conrad Réntgen

erstmals die Réntgenstrahlung, was zur Entstehung / Der erste Kl-basierte Algorithmus wurde 2017
der Radiologie als Fachgebiet flihrte. von der FDA zugelassen und offiziell in die kli-
nische Anwendung integriert.

1895 191418
Discovery of X-rays used
X-rays  in WWI field 1958 1971 19739 1980-90s 1992 It
Hosbliels Ultrasound Prototype MRI CT helical and First research on First FDA approval
| ! in obstetrics CTscanner  developed multi-slice Al in radiology of Al:based
| | scanning  (mammography) algorithm (Arterys)
Radiology
Computer Science
I 1957 1963 1972 1980-90s 1997 2012 2016 2022
194245 L DARPA MYCINfirst — Developmentin ~ Deep Blue Alexnet AlphaGO — cpaipT
| Konrad Zuse first " L0 1" funds Alat MIT clinical decision robotics, computer ~ defeats Gary breakthrough  defeats Lee  rgjeased by
1842 programming "L support system vision and natural  Kasparovin  for Deep Sedol OpenAl
language language processing chess Learning at the
Ada Lovelace first "Plankalkiil’ Conference ILSVRC

programming

<o0> QUELLE

Adaptiert aus: Clin Transl Sci (2020) 13, 216-218; doi:10.1111/cts 12704
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<=> KERNWISSEN

/ Definitionen

/ Kunstliche Intelligenz (KI): ein Bereich der Informatik,

der sich auf die Entwicklung von Lésungen konzent-
riert, die Aufgaben ausflinren kénnen, die normaler-
weise mit menschlicher Intelligenz in Verbindung
gebracht werden. Kl ist ein weit gefasster Begriff,
der ein breites Spektrum an Technologien umfasst.
Selbst ein einfaches regelbasiertes Modell kann

als eine Form der Kl betrachtet werden.

Maschinelles Lernen (ML): ein Teilbereich der K, bei
dem es um die Erstellung von Algorithmen geht, die aus
Daten lernen und Vorhersagen treffen kénnen. Diese
Algorithmen sind jedoch immer noch auf mensch-
liche Aufsicht angewiesen. ML ist im Kl-Bereich kein
neues Konzept. In der Computer Vision beinhalten

traditionelle ML-Algorithmen oft die Bildverarbeitung
und explizite Merkmalsextraktion.

Deep Learning (DL): ein Unterfeld von ML, das
neuronale Netzwerke nutzt um Muster in Daten

zu erlernen. DL gilt als relativ neues Feld inner-

halb der Kl-Bereiches und hat in den letzten Jahren
einen Popularitatsschub erlebt. Das Trainieren eines
DL-Modells erfordert aufgrund der Komplexitat
neuronaler Netzwerkarchitekturen normalerweise
groBe Datenmengen und Rechenressourcen.

<!> ACHTUNG

Kl ist ein Uberbegriff und

kann in vielen Bereichen und
Formen angewendet werden.
In diesem Kapitel konzentrieren
wir uns hauptséachlich auf
Deep Learning in der
Bilderkennung
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>s< WEITERFUHRENDES WISSEN

/ Kinstliches neuronales Netzwerk
(KNN): eine Art maschineller Lernalgorith-
mus, der die Struktur und Funktion des
menschlichen Gehirns nachahmt. Sie
enthalten mehrere Neuronen, die in
hierarchischen Schichten organisiert sind.
Die Schichten, die der Eingabeschicht
(input layer) am nachsten sind, sind flr
die Verarbeitung und Transformation der
Eingabedaten verantwortlich, um relevante
Merkmale zu extrahieren. Die Ausgabe-
schicht (output layer) ist flr die endgitige
Ausgabe verantwortlich.

/ Deep Neural Network (DNN): ein
spezieller Typ von neuronalem Netzwerk,
das aus mehreren Zwischenschichten
(d. h. versteckten Schichten) besteht. Sie
kdnnen verwendet werden, um leistungs-
starke Modelle auf der Grundlage groBer
Datenmengen zu trainiere.

VAR

/ A (% % A

x1 \ /“ w/z
\\\// N7/ \«sff% %)
x2 \'lL Al DY , A 'I'I;;q \ v/,/
P ,‘ ‘“‘ ’

x3 \(‘“
x4
x5 ‘A\\ ‘\\ WA\ A .

,z‘r \}\ “\\‘\ //.’ ')\"}’
X6 \\ ‘\\\"‘ 'l"

\\\///I

200 neurons

50 neurons

Input Layer 6 neurons

100 neurons

.Hldden Layers of

neurons

500 neurons

<> QUELLE

Adaptiert aus: M. Bahi and M. Batouche,
"Deep Learning for Ligand-Based Virtual
Screening in Drug Discovery," doi:
10.1109/PAIS.2018.8598488
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<=> KERNWISSEN

Radiomics: bezieht sich auf die
Extraktion quantifizierbarer und aus-
wertbarer Merkmale aus medizinischen
Bilddaten. Es handelt sich um ein schnell
wachsendes Forschungsfeld, das vor
allem im Bereich der onkologischen
Bildgebung Anwendung findet.

Derzeit ist die Anwendung von
Radiomics noch weitgehend

ein Forschungsgebiet, es gibt
jedoch Bestrebungen, klinische
Anwendungen fUr die erzielten
Forschungsergebnisse umzusetzen.

Je nachdem, ob manuell erzeugte
oder durch Deep-Learning erzeugte
Ansatze verwendet werden, kann der
Radiomics-Workflow die Kuratierung
klinischer und bildgebender Daten,
die Vorverarbeitung von Bildern, die
Bildsegmentierung, die Merkmals-
extraktion, die Modellentwicklung und
die Modellvalidierung umfassen.

Hand-crafted Radiomics

* Intensity features
>’ Shape features >
- « Texture features
« Higher-order

features

Tumour

Not Tumour

Input: ROI Feature extraction

¢o-

Input: unsegmented
image or image
patch

Output

Deep Learning Radiomics

Tumour

Not Tumour

Automated feature extraction + Modeling Output

Mit freundlicher Genehmigung von
Tugba Akinci D'Antonoli
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<=> KERNWISSEN

/ Uberwachtes Lernen (Supervised Learning)

Uberwachtes Lernen (engl. Supervised Learning) ist ein ML-Para-
digma, das von Menschen manuell gekennzeichnete Trainingsdaten ver-
wendet. AnschlieBend vorausberechnet das Modell Ergebnisse flr einen
neuen, noch nicht gekennzeichneten Datensatz (dies wird als , Klassi-
fizierung” bezeichnet). Dies ist die am haufigsten verwendete Technik.

Als Labels kommen beispielsweise eine Region of Interest (ROI) in Frage, der
auf einen bosartigen Brusttumor hinweist (s. Bild unten), eine Bounding Box, die
auf eine fokale Lasion hinweist, oder ein textbasiertes Label wie ,Fraktur”.

Input Data labelling

BY oo

Benlgn_ \ -

Malignant

Classification

L

Created with BioRender.com

Gangige Methodenim
Uberwachten Lernen:

Regression => Abschétzung
von Beziehungen zwischen
Variablen

Entscheidungsbaum-Algorithmen, DTA
(zB. Random Forest) => DTA werden

flr Klassifizierungs- und Regressions-
aufgaben verwendet; sie haben eine
hierarchische Baumstruktur mit einem
Wurzelknoten, Zweigen, internen

Knoten und Blattknoten

Support Vector Machine (SVM)
=>werden fir Klassifizierungs- und
Regressionsaufgaben verwendet; sie
sind besonders nutzlich, um Daten inzwei
Gruppen zu klassifizieren.
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NRADIOLOGY

UnUberwachtes Lernen (Unsupervised Learning) Ratioloric

. .. , KAPITELUBERSICHT:
Beim untiberwachten Lernen wird

die manuelle Datenkennzeichnung Einleitung
durch CIustermg—Techmken wie (5] Benign Grundlagen der KI
k-Means-Algorithmen umgangen. S \ il | Uniiberwachtes
. . ) Y RS Lernen
Das Modell wird typischer- \ (f | ) (Unsupervised
weise mit einer groBen Menge / =, = Learning)
nicht gekennzeichneter Daten — Weiterfihrende
gespeist und findet dann Muster v Themen zu Kl
. ,/,{fo
basierend auf der Datenstruktur. % . - /c Zukiinftige Aspekte
Unuberwachtes Lernen wird
Take-Home-Messages
typischerweise flr groRe Mengen - ® ®
. . Quellenund
unstrukturierter Daten ver- @ Malignant weiterfiihrende
wendet, beispielsweise bei der Literatur
Entdeckung neuer Biomarker. -
- & Wissenstest
Input Classification Output

Ein géngiges Beispiel in der

medizinischen Bildgebung ist

das Generative Adversarial Net-

work (GAN), das zur Erstellung

synthetischer (= "falscher”)

Bilder verwendet wird. Erstellt mit BioRender.com 16



>s< WEITERFUHRENDES WISSEN

/ Bestarkendes Lernen (Reinforcement Learning)

Bestarkendes Lernenist ein Lernansatz, der auf Bei diesem Ansatz muss der Agent ein Gleichgewicht
Belohnungen und Bestrafungen basiert. Ein Agent zwischen Belohnung und Bestrafung finden und durch
interagiert mit seiner Umgebung, indem er deren Versuch und Irrtum diejenigen Aktionen bevorzugen,
Zustand wahrnimmt und lernt, Aktionen auszufhren, die den gréBten Nutzen bringen.

die langfristig maximale Belohnungen erzielen.

Aktion
A,

Zustand Belohnung
S1 R1

<> QUELLE

Adaptiert nach einer Darstellung von Shweta Bhatt.

https://towardsdatascience.com/reinforcement-learning-101-e24b50e1d292
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Deep Learning-Anwendungen in der
medizinischen Bildgebung

Die medizinische Bildgebung ist eines der Hauptanwendungsbereiche bei der Entwicklung
von Deep-Learning-Modellen fir medizinische Anwendungen. Es gibt zahlreiche Beispiele
fUr Algorithmen, diie flr unterschiedliche Bildgebungsverfahren entwickelt wurden (MRT,
CT, Réntgen, Ultraschall). In den nachsten Folien werden die Aufgabenbereiche vorgestell,
in denen Deep Learning zum Einsatz kommt, zusammen mit einigen Beispielen fur
entsprechende Modelle.

Klassifizierung: Training eines Modells, das medizinische Bilder kategorisieren kann.

Beispiele:
Binare Klassifizierung: Normales vs. Klassifizierung anatomischer Ebenen (mehrere
abnormales Réntgenbild des Brustkorbs Klassen): axial vs. koronal vs. sagittal

ohne Angabe einer Pathologie

Positiv fir eine bestimmte Krankheit vs. negativ (z. B.
Klassifizierung von MRT-Aufnahmen des Gehirns als
positiv oder negativ flr Alzheimer-Krankheit)
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<=> KERNWISSEN

Erkennung: Das Ziel dieser Algorithmen ist die Identifizierung anatomischer oder

pathologischer ,Objekte” innerhalb eines Bildes.

Oftmals kann das erkannte Objekt
durch den Einsatz von Bounding
Boxes hervorgehoben werden (siehe
Abbildung).

Beispiele hierfur sind:

/ Orientierungspunkt-Erkennung flr die Planung von
Wirbelsaulenoperationen auf Réntgenbildern

/ Erkennung von Lungennoduli auf CT-Scans
/ Nierensteinerkennung auf CT-Scans

/ Erkennung von Leberlasionen auf CT-Scans

Object detection

[[] Metastases [ ] Aorta

[] Stomach Spleen

<o0> QUELLE

Cheng PM. Online verdffentlicht:
September 01, 2021

https://doi.org/10.1148/rg.2021200210
Veréffentlicht unter einer CC BY 4.0 Lizenz
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<=> KERNWISSEN

Segmentierung: Aufgabe, die Pixel eines Bildes in mehrere Regionen oder Segmente
aufzuteilen, wobei jedes Segment einem bestimmten Objekt oder einer bestimmten Klasse

entspricht (z. B. einem Organ oder einer Pathologie).

Im Allgemeinen ist dies der erste Schritt, der
im nachsten Schritt eine Klassifizierung oder
Quantifizierung (z. B. Messung) ermdglicht.

Diese Art der Anwendung ist eine der
beliebtesten Anwendungen von DL in der
medizinischen Bildgebung.

Beispiele:

/ Prostatasegmentierung im MR

~

Lebersegmentierung im CT

/ Hirntumor-Segmentierung im MR

/ Herzsegmentierung auf CTA

/ Lungentumor-Segmentierung im CT

/ Schlaganfallsegmentierung im CT/MR

<> QUELLE

Cheng PM. Online verdffentlicht:

September 01, 2021

https://doi.org/10.1148/rg.2021200210

Shared under a CC BY 4.0 license
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Bildverbesserung: Deep-Learning-Modelle kbnnen darauf trainiert werden,
Aufgaben zur Verbesserung der Bildqualitat zu Gbernehmen — oder die Bildqualitat
bei reduzierter Strahlendosis aufrechtzuerhalten.

Anwendungsbeispiele sind
Rauschunterdriickung: DL-Algorithmen kénnen lernen, Artefaktentfernung: Entfernung von Artefakten, die
Rauschen vom eigentlichen Signal zu unterscheiden. die Bildqualitat beeintrachtigen (wie Bewegungs-
Rauschen kann so gezielt entfernt werden, wahrend artefakte, Strahlaufhartungseffekte).

die wichtigsten Bildmerkmale erhalten bleiben.
Virtuelle kontrastverstarkte Scans: DL-

Super-Resolution: DL-Modelle kénnen Modelle kénnen trainiert werden, um kontrast-
lernen, die raumliche Aufldsung zu erhdhen verstarkte Bilder aus nicht kontrastierten
(d. h. hochaufldsende Bilder aus niedrig auf- Aufnahmen zu simulieren

geldsten Bildern zu rekonstruieren)
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Nicht-interpretative Anwendungsbereiche

Anwendungsfélle oder Anwendungen, die keine diagnostischen oder prognostischen
Priméarziele verfolgen, aber den digitalen radiologischen Arbeitsablauf erleichtern, von

der Patientenplanung bis zur Befundkommunikation (siehe nachste Folie flir Beispiele).

Diese Anwendungen sind relativ neu und befinden sich gréBtenteils noch in der

Entwicklung, bergen jedoch groBes Potenzial.

Einige géngige Beispiele:

UnterstUtzung bei der Terminplanung: Kl kann bei
der Optimierung des Arbeitsablaufs helfen, indem
die Planung der Untersuchungen automatisiert wird
und daflr sorgt, dass die Arbeitsbelastung fir die
Abteilung angemessen verteilt ist.

Automatisierung von Untersuchungsprotokollen: Basierend
auf den verfligbaren klinischen Informationen kann Kl dabei
helfen, das optimale Bildgebungsprotokoll zu ermitteln, z.

B. ob eine CT des Abdomens mit oder ohne intraventses
Kontrastmittel durchgefihrt werden soll.

Priorisierung von Arbeitslisten: Einige Machine-Learning-
Modelle sind darauf ausgelegt, dringende Unter-
suchungen zu identifizieren, die eine sofortige Inter-
pretation durch einen Radiologen erfordern. Auf diese
Weise wird sichergestellt, dass Untersuchungen mit
hoher Prioritét zuerst bearbeitet werden.

Hanging Protocols: Einige Kl-Tools kénnen dabei helfen,
das Layout zu bestimmen, in dem radiologische Bilder
automatisch an das spezifische klinische Szenario oder
das Untersuchungsprotokoll anzupassen.

NRADIOLOGY

Kl in der
Radiologie

KAPITELUBERSICHT:

Einleitung
Grundlagen der Kl

Weiterfiihrende
Themen zu Kl

Deep Learning und
seine Anwendungen
in der medizinischen
Bildgebung

Zukiinftige Aspekte
Take-Home-Messages
Quellenund
weiterfihrende

Literatur

Wissenstest



>s< WEITERFUHRENDES WISSEN

Hersteller und Kliniker
haben einen ,Tunnel-
blick* auf interpretative
Anwendungsfélle
entwickelt, obwohl es
eine Vielzahl von Ein-
satzmdglichkeiten

gibt, die Uber die Ent-
scheidungsunterstitzung
(also Uber die Diagnose-
stellung) hinausgehen.

Imaging value chain | Non-interpretive use cases

Merel Huisman ESSR 2023

Upstream
Workflow

Decision-
making

>

Downstream
Reporting | Communication
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<=> KERNWISSEN

/- Algorithmenentwicklung, -einsatz und -bewertung

Anwendungsfall
Definition

/ Definition des Ziel
des Algorithmus (d.h.
welche klinischen
Fragestellung/
Erkrankung adres-
siertwerdensoll

/ Einschluss-und
Ausschlusskriterien
basierend auf der kli-
nischen Fragestellung
festiegen

/ Furdie
Modellentwicklung
erforderliche Daten
identifizieren

Dataset
Preparation

/ Reprasentative
Daten sammeln

/ Daten annotieren
(diesist die
Grundwahrheit, die
zum Trainieren und
Testendes Modells
verwendet wird)

/ Teilungdes
Datensatzin
Trainings-,
Validierungs- und
Testsétze

Modelltraining

/ Bewertung
derArtder
Datenvorverarbeitung
die zur Modeliierung
erforderlichist

/ Modellarchitektur
auswahlen, die fur
diein denvorherigen
Schritten definierte
Aufgabe geeignetist

/ Verwendung
von Trainings- und
Validierungssatze
,umdie Leistung
vonModellenzu
bewerten, die mit
unterschiedlichen
Ansétzen trainiert

Interne
Validierung

/ Auswahldes
Modellmitder
besten Leistungim
Validierungssatz

/ Modellleistung
testenanhand des
unabhéngigen (d.h.
Holdout-)Testsatzes

/ Generalisierbarkeit
abschétzen (d.h.

wie gut das Modell
ineinemanderen
Datensatz funktionie-
renwiirde).

Externe
Validierung

/ Bewertungder
Modelleistung
anhand externer
Daten (z.B.Daten
anderer Gesundheit-
seinrichtungen).

/ Prifung der
Generalisierbarkeit
und
Reproduzierbarkeit
desModells(d. h.
die Nitzlichkeitin
unterschiedlichen
Umgebungen/
Populationen)

/ Modellbias
erkennen (zB.
geringe Leistung
inbestimmten
Untergruppen)

Klinischer
Einsatz

/ Implementierung
im Klinischen
Arbeitsablauf, meist
nach einer Pilotphase

/ Einenahtlose
Integrationist nicht
trivial, aber ent-
scheidend firden
Erfolg

/ Zulassungdurch
zustandige Behdrden
isterforderlich (z. B.
CE-Kennzeichnung)

/ Nutzungsaspekte
soliten bertick-
sichtigt werden (z

B. Zeitpunktund Art
der Anwendung,
Geschwindigkeit,
Mensch-Maschine-
Interaktion)

Nachmarkt
Uberwachung

/ Kontinuierliche
Leistungs-
Uberwachung um
LeistungseinbuBen
beisich &ndernden
Klinischen Parametern
(sogenanntes Data
Set Shift) zu erkennen

/ Unerwinschte
Ereignisseim
Zusammenhang mit
der Verwendung
desModells sollten
gemeldet werden

/ Benutzerfeedback
sollte gesammelt
werden

/ Modellaktu-
alisierungen kénnen
durchgefihrt werden,
umalleidentifizierten
Probleme zubeheben
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Die Leistung des Algorithmus wird wéahrend des gesamten Modelltrainings kontinuierlich
ausgewertet. AnschlieBend wird die endguitige Leistung anhand des Testsatzes und spéter
wahrend der externen Validierung anhand externer Daten beurteilt.

Die Modelleistung sollte mit mehreren Metriken bewertet werden, um Starken und Schwachen umfassend

zu erfassen. Die Wahl der Metriken hangt von Aufgabe, Pravalenz und klinischem Kontext ab.

Gangige Leistungsmetriken im ML:

Dice Similarity Koeffizient: Pixelbasiertes UberlappungsmaB
zwischen vorhergesagten und tatséchlichen Arealen

bei Segmentierungsaufgaben, das von O (keine Uber-
lappung) bis 1(perfekte Uberlappung) reicht.

Mittlerer quadratischer Fehler (MSE) / Mittlerer
absoluter Fehler (MAE): bewertet die Quali-
tat eines Regressionsmodells

Préazision (=positiver pradiktiver Wert)*: Anteil der
wahren positiven Vorhersagen an allen positiven Vor-
hersagen, abhangig von der Pravalenz.

Recall (=Sensitivitat)*: Anteil der wahren Positiven an allen tat-
séchlich Positiven, unabhangig von der Pravalenz

Genauigkeit*: Anteil der korrekten Vorhersagen
an allen Vorhersagen (% richtig), intuitiv, kann
aber die Leistung Uberschétzen

F1-Score™: Geeignet zur Beurteilung von Treffsicherheit
und Sensitivitét bei niedriger Pravalenz, bevorzugt gegen-
Uber Accuracy bei seltenen Erkrankungen.

Flache unter der ROC-Kurve (AUC-ROC): eine grafische
Ubersichtsstatistik zur Modellunterscheidung, dargestellt als
die Rate der wahren positiven Ergebnisse gegenliber der
Rate der falschen positiven Ergebnisse bei mehreren Klassi-
fizierungsschwellenwerten

*Abgeleitet aus der Konfusionsmatrix
(siehe nachste Folie)
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<=> KERNWISSEN

Die Konfusionsmatrix ist fUr die Bewertung der Modellleistung bei
Klassifizierungsaufgaben (z. B. gutartige vs. bdsartige Lasion) von entscheidender
Bedeutung. Sie bietet eine umfassende Zusammenfassung der Vorhersagen des
Modells im Vergleich zu der Grundwahrheit (tatséchliche Klasse):

Vorhersage

POSITIV : NEGATIV

: | FALSCH-NEGATIV (FN)
| WAHRES POSITIV (TP) |
POSITIV i § Fehler 2. Art

Schlag (Fehlschlag)
Tatsachlich

(Grundwabhrheit)

| FALSCH-POSITIV (FP) | WAHRES NEGATIV (TN)
NEGATIV Fehler Typ| Richtige
‘ (Fehlalarm) ; Ablehnung

Basierend auf der Konfusionsmatrix kénnen mehrere
Leistungskennzahlen abgeleitet werden, darunter:

/ Sensitivitat: TP / (TP + FN). Misst die Fahigkeit
des Modells, positive Félle (Abnormalitaten)
von allen tatsachlich positiven Fallen kor-
rekt zu unterscheiden.

/  Spezifitat: TN / (TN + FP). Misst die Fahigkeit
des Modells, negative Falle (Normalfalle)
von allen tatsachlichen negativen Fallen kor-
rekt zu unterscheiden.
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Kl in klinischen Studien:

Kl-Tools, die im Rahmen der zentralisierten
Bildauswertung flr klinische Studien

eingesetzt werden, erfordern ebenfalls eine
angemessene technische und klinische
Validierung. Die Konsistenz der Grundwahrheit
und eine angemessene Populationsdarstellung
(einschlieBlich Krankheitsphénotypen, Scanner
und Variabilitat der Erfassungsprotokolle) sind in
diesem Szenario fiir das Training und Testen der
Algorithmen gleichermaBen wichtig.

Weitere Informationen finden Sie unter:

Kl kann einige studienbezogene Aufgaben und/
oder die Bildanalyse unterstitzen/erleichtern,

wie etwa die Patientenauswahl anhand der
Einschlusskriterien, die Beurteilung der Bildqualitat
der hochgeladenen Scans und die Auswertung
quantitativer Bildgebungs-Biomarker. Dies

fUhrt auch zu einer deutlichen Verk(rzung der
Bildanmerkungs-/Lesezeit und einer Verringerung
der Variabilitéat zwischen den Befundern.

https://www.eusomii.org/w60-validation-of-automated-image-analysis-tools-in-the-absence-of-a-ground-truth-by-marco-during/
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<=> KERNWISSEN

/ Datenfreigabe

Die Entwicklung und Verbesserung von Kl basiert weitgehend auf der Lernerfahrung
des Algorithmus. Da Algorithmen aus Daten lernen, ist ein umfassenderer Datenzugriff
fUr eine verbesserte Genauigkeit und Implementierung und letztendlich fir einen
besseren Service im Gesundheitswesen von entscheidender Bedeutung.

DSGVO - Datenschutz-
Grundverordnung

Am 25. Mai 2018 trat die DSGVO in
Kraft. Sie gilt in allen EU-Mitglieds-
staaten und betrifft die Verarbeitung
personenbezogener Daten, darunter
(obwohl nicht speziell darauf
ausgelegt) Gesundheitsdaten.

Die DSGVO ist ein verbind-
liches Gesetz und ersetzt
bestehende Gesetze

PERSONENBEZOGENE
DATEN:

Alle Informationen,
die sich auf eine
identifizierte oder
identifizierbare
natirliche Person
beziehen.

VERARBEITUNG:

Jeder Vorgang

oder jede
Vorgangsreihe, die mit
personenbezogenen
Daten durchgefiihrt
wird.

<!> ACHTUNG

Identifizierte oder identifizierbare
natirliche Personiist ein
Schliisselbegriff im Datenschutz.

GESUNDHEITSDATEN:

Alle Informationen,
die sich auf eine
identifizierte oder
identifizierbare
naturliche Person
beziehen.

<o0> QUELLE

n Take alook:
https://gdpr-info.eu/
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>s< WEITERFUHRENDES WISSEN MODERNRADIOLOGY

Ein Bereich, in dem die DSGVO von gréBter Bedeutung ist, ist die Entwicklung llgijr;cﬂoeg]ie
und Kommerzialisierung von Medizinprodukten, insbesondere solcher, die

Kl-Software implementieren. Hier unterscheidet der Zugriff zu geeigneten KAPITELUBERSICHT:
Datensatzen maBgeblich Gber die Leistung des Modells und dessen Eignung far den Einleitung
vorgesehenen Verwendungszweck. Grundiagen der KI

Weiterfiihrende
Die EU-Medizinprodukteverordnung (MDR) ersetzte Themen zuKI
am 26. Mai 2021 die EU-Medizinprodukterichtlinie

(MDD). Sie legt strenge regulatorische Anforderungen

fest, die erfullt werden missen, bevor Medizin-

/ Datenverbiinde und
Datenweitergabe
Zukiinftige Aspekte
produkte in der klinischen Praxis eingesetzt werden
durfen. Die EU-Medizinprodukteverordnung (MDR)

Take-Home-Messages

verlangt zudem die Einhaltung der DSGVO. Quellen und
weiterflihrende
Literatur
Wissenstest
Kl-basierte Softwaretools Der Verwendungszweck umfasst:
gelten als Medizinprodukte (1) den tatsachlichen medizinischen Zweck;
und unterliegen als solche (@) gie zbuléssige Verwendu[;'ng,cih. diedFestIedggng
er bestimmungsgemaBen Anwender und der
den entSpreChenden Anwendungsumgebung, der Zielgruppe der
Regu"eru ngen. Patient:innen oder der Koérperteile.
30




<=> KERNWISSEN

MaBnahmen zur Minderung von Datenschutzrisiken gemai DSGVO

/ Pseudonymisierung - bedeutet die Verarbeitung /- Anonymisierung - Anonyme Daten sind Daten, aus
personenbezogener Daten in einer Weise, dass die denen keine Verbindung zu einer bestimmten identi-
personenbezogenen Daten ohne Hinzuziehung zusatz- fizierbaren Person hergestellt werden kann und fallen
licher Informationen nicht mehr einer spezifischen nicht unter die Anwendung der DSGVO

betroffenen Person zugeordnet werden kdnnen, sofern
diese zuséatzlichen Informationen gesondert aufbe-
wahrt werden. Pseudonymisierte Daten gelten im Sinne
der DSGVO als personenbezogene Daten.

Im speziellen Fall des Gesundheitssektors, wo die Rickverfolgbarkeit von entscheidender Bedeutung
ist, ist die Pseudonymisierung ein Beispiel fir eine geeignete DatenschutzmaBnahme.

Weitere Informationen finden Sie unter:

https://www.eusomii.org/protection-of-patient-data-in-eu-vs-us-by-erik-ranschaert-md-phd-2/
https://www.linkedin.com/pulse/anonymisation-now-house-cards-magali-feys
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Gesundheitsdaten k&dnnen verarbeitet werden:

Wenn die Patient:innen ausdricklich und eindeutig FUr Archivierungszwecke im 6ffentlichen Interesse,
in die Verwendung ihrer Daten einwilligen zu wissenschaftlichen oder historischen Forschungs-

zwecken oder zu statistischen Zwecken
Wenn es im vitalen Interesse der

betroffenen Person liegt Im Bereich Arbeitsrecht, Sozialversicherungs-

recht und Sozialschutzrecht
Fur Gesundheitszwecke

Aus oéffentlichem Interesse im Bereich der
offentlichen Gesundheit

Européische Gesellschaft fir Radiologie (ESR). Die neue EU-Datenschutz-Grundverordnung: Was Radiologen wissen sollten. Insights Imaging. 2017 Jun;8(3):295-299. doi: 10.1007/
s13244-017-0552-7. Epub 2017 Apr 24. PMID: 28439718; PMCID: PMC5438318.

RAD!OLOGY

Kl in der
Radiologie

KAPITELUBERSICHT:

Einleitung
Grundlagen der Kl

Weiterfiihrende
Themen zu Kl

Datenverbiinde und
Datenweitergabe

Zukiinftige Aspekte
Take-Home-Messages
Quellenund
weiterflihrende

Literatur

Wissenstest



<=> KERNWISSEN

/ Mdgliche Vorteile, Risiken, verflgbare Beweise

KI-Anwendungen im klinischen Umfeld, insbesondere im radiologischen

Workflow, umfassen nicht nur Bilderkennung und Entscheidungsunterstitzung
(radiologenzentriert), sondern auch vor- und nachgelagerte Verfahren. Fir einen
reibungslosen Workflow sollten Kl-Algorithmen vollstandig in die PACS-Workstations
integriert sein.

Maogliche Vorteile umfassen die Automatisierung zeitaufwéandiger Aufgaben, insbesondere in den folgenden Bereichen:

/- Optimierung der Arbeitsliste (z. B. Erleichterung / Bildverarbeitung
der Analyse von Notfalluntersuchungen)

und der Terminplanung / Léasionsdetektion, -vermessung

und -klassifikation
/ Auswahl von Modalitat und

Untersuchungsprotokoll / Befunderstellung und Kommunikation mit

Arztinnen und Patient:innen
/ VerkUrzung der Akquisitionszeit und
Reduktion der Strahlendosis

Artificial Intelligence in Medical Imaging: Opportunities, Applications and Risks | SpringerLink

/- Abrechnung
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https://doi.org/10.1007/978-3-319-94878-2

Zu den weiteren aktuell verfugbaren
Anwendungen gehdren scanbezogene
automatisierte Prozesse wie:

Patientenpositionierung (CT und MRT)

Identifizierung der Region of Interest
(ROI) (MRT)

Geratewartung (CT)

Hervorzuheben ist, dass die
gleichzeitige Zeit- und Kostenersparnis,
gepaart mit einer verringerten
radiologischen Arbeitsbelastung

und einer erhdhten Produktivitat und
Effizienz in erster Linie den Patient:innen,
aber auch den Radiolog:innen, den
Uberweisenden Arztinnen und dem
Gesundheitssystem im Allgemeinen
zugutekommt.

Letztlich kdnnten Kl-Lésungen auch
dazu beitragen, die Versorgung mit
medizinischen Dienstleistungen dort
Zu verbessern, wo ein Mangel an
medizinischem Fachpersonal herrscht.

Potoénik, J., Foley, S. & Thomas, E. Aktuelle und potenzielle Anwendungen kiinstlicher Intelligenz in der medizinischen Bildgebungspraxis: Eine narrative Ubersicht. J Medical Imaging

Radiat Sci (2023) doi:10.1016/}.jmir.2023.03.033.
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<=> KERNWISSEN

Einige inharente Risiken mUssen bei der Anwendung von Klin der Medizin bertcksichtigt

werden, darunter:

/ Unbeabsichtigte Verzerrungen (Bias), die
moglicherweise zu gesundheitlichen Ungleichheiten
fuhren kdnnen (z. B.in Bezug auf Geschlecht, Ethnie
oder soziobkonomischen Status)

/ Leistungsabfallim klinischen Umfeld oder bei
bestimmten Subgruppen

/ Inkonsistente Leistung des Algorithmus
im Zeitverlauf

/- Uberkomplexitat in der Gesundheitsversorgung
mit steigenden Kosten ohne Effizienz- oder
Qualitatssteigerungen

/ Fehlende Erstattungsfahigkeit (lAnderspezifisch)

Esist wichtig, sich der tatsachlichen klinischen Probleme und der Eignung der

Versagen der MarkUberwachung nach
dem Inverkehrbringen (geméB MDR
jedoch verpflichtend)

Haftungsfragen im Hinblick auf die endgtiltigen
Behandlungsergebnisse bei Patientinnen — wer haftet? Der
KI-Entwickler? Das Unternehmen, das den Algorithmus
vermarktet? Oder die Radiologinnen?

Cyberangriffe und Datenlecks;

Automatisierungsbias (d. h. Menschen folgen der Kl blind,
auch wenn sie falsche Empfehlungen gibt)

Technologie-Push > Klinischer Pull (d. h. Entwicklung von
Tools, well sie technisch méglich sind, nicht weil sie klinisch
bendtigt werden)

<o0> QUELLE

Kl-basierten Lésungen in einem bestimmten klinischen Umfeld bewusst zu sein.

Kl sollte als Mittel zum Zweck verstanden werden — nicht als Selbstzweck.

Kinstliche Intelligenz in der medizinischen Bildgebung:
Chancen, Anwendungen und Risiken | SpringerLink
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<=> KERNWISSEN

/- Zukunttige Aspekte

Derzeit sind KI-Algorithmenin
der Radiologie eng fokussiert
und zielen auf eine spezifisches
Bildgebungmerkmal oder eine
bestimmte Aufgabe ab (eine
sogenannte Punktidsung).

Dies konnte sich in Zukunft mit der
Entwicklung von kiinstlicher all-
gemeiner Inteligenz (AGI) &ndern,
sodass die Kl viele Aufgaben mit
menschlichen Fahigkeiten und
begrenzter menschlicher Aufsicht
ausfihren kénnte.

In diesem Fall kbnnten sich die tag-
lichen Aufgaben eines Radiologen
drastisch &ndern; es gébe mehr
Zeit fUr den Patientenkontakt,
komplexe Falle und interdisziplinare
Teambesprechungen.

ENGE KI (PUNKTLOSUNG)

ALLGEMEINE KI

Anwendungsspezifisch/auf eine
Aufgabe begrenzt

Erflllt allgemeine (menschliche)
Intelligenzaufgaben

Von Programmierern bereitgestellte
feste Domanenmodelle

Lernt und schlussfolgert
selbststéndig in der
bereitgestellten Umgebung

Lernt aus Tausenden von gelabelten
Beispielen

Lernt aus wenigen Beispielen und/
oder aus unstrukturierten Daten

Reflexionsaufgaben ohne
Verstandnis

Vollstéandige Bandbreite der
menschlichen kognitiven
Fahigkeiten

Das Wissen lasst sich nicht auf
andere Doménen oder Aufgaben
Ubertragen

Nutzt den Wissenstransfer zu
neuen Domanen und Aufgaben

Heutige Kl in der Radiologie

Die Kl der Zukunft in der
Radiologie?
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>s< WEITERFUHRENDES WISSEN

Large language models (LLM)

/ LLMs sind tiefe neuronale Netzwerke, die
darauf trainiert sind, Texte auf mensch-
lichem Niveau zu generieren.

/ Die GPT-Familie (Generative Pretrained Trans-
former) von LLMs befindet derzeit auf dem Vor-
marsch und wird bereits in vielen Bereichen der
Medizin und Radiologie eingesetzt.

/- Bisher wurden mehrere Artikel unter Ver-
wendung von GPT-3.5 und GPT-4 verdffentlicht,
die zeigen, dass LLMs bei der Entscheidungs-
findung in der Mammographie unterstutzen,
medizinische Artikel schreiben oder radio-
logische Prifungen bestehen kénnen.

/ In naher Zukunft kénnten noch weitere LLMs folgen
und den Weg zu einer AGl erleichtern.
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<=> KERNWISSEN

/ Take-Home-Messages

/

Klist ein interdisziplindres Vorhaben, bei
dem Informatiker, medizinische Physiker und
klinische Experten in allen Prozessschritten
zusammenarbeiten, um klinisch anwendbare
L&sungen zu entwickeln.

Maschinelles Lernen verwendet Algorithmen, die

aus Daten lernen und Vorhersagen treffen kénnen,

wahrend Deep Learning eine Unterkategorie
des ML ist und tiefe neuronale Netzwerke nutzt,
um Muster in Daten zu erkennen.

Deep Learning kann in der Radiologie in

einer Vielzahl von Bereichen angewendet
werden, einschlieBlich bildgebender und nicht-
bildgebender Anwendungsfalle.

Die Einhaltung der Datenschutzrichtlinien ist von
grundlegender Bedeutung: Die Datenerhebung
sollte minimiert und fair genutzt werden, mit einem
klaren und legitimen Zweck. Daten dUrfen nicht

langer als notwendig gespeichert und missen
durch geeignete CybersicherheitsmaBnahmen
geschutzt werden.

Vorteile der Kl-Implementierung umfassen die
Reduzierung der Zeit fur Bildinterpretation und
-verarbeitung, die Optimierung von Arbeitslisten
und die Senkung der Strahlendosis.

Risiken und Einschrankungen der Kl
umfassen Leistungsabfalle, Haftungsfragen,
Cyberangriffe und Datenlecks.

Radiolog:innen sollten sich mit diesen Aspekten
vertraut machen und das enorme Potenzial fur
eine bessere Patientenversorgung
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/ Quellen und weiterfUhrende Literatur

Hosny, A., Parmar, C., Quackenbush, J. et al. Kiinstliche Intelligenz
in der Radiologie. Nat Rev Cancer 18, 500-510 (2018)
https://doi.org/10.1038/s41568-018-0016-5

Gabriel Chartrand, Phillip M. Cheng, Eugene Vorontsov, Michal
Drozdzal , Simon Turcotte, Christopher J. Pal, Samuel Kadoury
und An Tang. Deep Learning: Eine Einfihrung fir Radiologen.
RadioGraphics 2017 377, 2113-2131
https://doi.org/10.1148/rg.2017170077

Phillip M. Cheng, Emmanuel Montagnon, Rikiya Yamashita, lan
Pan, Alexandre Cadrin-Chénevert, Francisco PerdigénRomero
, Gabriel Chartrand, Samuel Kadoury und An Tang. Deep
Learning: Ein Update fUr Radiologen. RadioGraphics 2021 41:5,
14271445

https://doi.org/10.1148/rg.2021200210

Bradley J. Erickson, Panagiotis Korfiatis , Zeynettin Akkus und
Timothy L. Kline. Maschinelles Lernen fir medizinische Bild-
gebung.RadioGraphics 2017 37:2, 505-515.
https://doi.org/10.1148/rg.201716 0130
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Europaische Gesellschaft fur Radiologie (ESR). Die neue
EU-Datenschutz-Grundverordnung: Was Radiologen wissen
sollten. Insights Imaging. 2017 Jun;8(3):295-299. doi : 101007/
s13244-017-0552-7. Epub 2017 Apr 24. PMID: 28439718; PMCID:
PMC5438318

Verordnung 2017/745 Erwagungsgrund 47, Art. 62 Abs. 4 lit. h, 72
Abs. 3,92 Abs. 4,110 Abs. 1-2 (EU).

Die Zukunft der Medizinprodukteregulierung: Innovation und
Schutz (S. 77-90). Cambridge: Cambridge University Press.
doi101017/9781108975452.007

Kunstliche Intelligenz in der medizinischen Bildgebung: Chancen,

Anwendungen und Risiken | SpringerLink

https://www.linkedin.com/pulse/anonymisation-now-house-

research/imaging-analysis/motion-artefact-removal-in-mri

https://discourse.slicer.org/t/new-extension-fully-automatic-
whole-body-ct-segmentation-in-2-minutes-using-
totalsegmentator/26710

A. Krizhevsky , |. Sutskever und G. Hinton. Imagenet -Klassi-
fizierung mit tiefen Convolutional Neural Networks. Advances in
Neural Information Processing Systems 25, 2012.
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/ Quellen und weiterfUhrende Literatur

Artificial Intelligence in Medical Imaging: Opportunities,
Applications and Risks 1st ed. 2019 Edition by Erik R.
Ranschaert (Editor), Sergey Morozov (Editor), Paul R.
Algra (Editor), Springer.

Pesapane, F.,, Codari, M. & Sardanelli, F. Artificial intelligence in
medical imaging: threat or opportunity? Radiologists again at the
forefront of innovation in medicine. Eur Radiol Exp 2, 35 (2018).
https://doi.org/10.1186/s41747-018-0061-6

Mazurowski MA, Buda M, Saha A, Bashir MR. Deep learning

in radiology: An overview of the concepts and a survey of the
state of the art with focus on MRI. J Magn Reson Imaging. 2019
Apr;49(4):939-954. doi: 10.1002/jmri.26534. Epub 2018 Dec 21.
PMID: 30575178; PMCID: PMC6483404.

Hosny A, Parmar C, Quackenbush J, Schwartz LH, Aerts
HJWL. Artificial intelligence in radiology. Nat Rev Cancer. 2018
Aug;18(8):500-510. doi: 10.1038/s41568-018-0016-5. PMID:
29777175; PMCID: PMC6268174.

Kelly BS, Judge C, Bollard SM, Clifford SM, Healy GM, Aziz A,
Mathur P, Islam S, Yeom KW, Lawlor A, Killeen RP. Radiology
artificial intelligence: a systematic review and evaluation of
methods (RAISE). Eur Radiol. 2022 Nov;32(11):7998-8007. doi:
10.1007/s00330-022-08784-6. Epub 2022 Apr 14. Erratum
in: Eur Radiol. 2022 May 20;: PMID: 35420305; PMCID:
PMC9668941.

Kulkarni S, Seneviratne N, Baig MS, Khan AHA. Artificial
Intelligence in Medicine: Where Are We Now? Acad Radiol. 2020
Jan;27(1):62-70. doi: 10.1016/j.acra.2019.10.001. Epub 2019 Oct 19.
PMID: 31636002.
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<=> KERNWISSEN

/ Wissenstest

Was ist WAHR bezlglich tiefer
neuronaler Netzwerke

O

O O

Ihr Erfolg ist auf besserer Hardware
(Grafikkarten) zurlickzufUhren, die auf
Matrixoperationen spezialisiert ist.

Sie bendtigen kinstliche biologische, stark
vernetzte Neuronen, um zu funktionieren.

Sind die einzige Form des maschinellen Lernens.

Bendtigen Sie die manuelle Extraktion
und Kodierung von Wissen
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Was ist WAHR bezlglich tiefer
neuronaler Netzwerke

O O

Ihr Erfolg ist auf besserer Hardware
(Grafikkarten) zurlickzufUhren, die auf
Matrixoperationen spezialisiert ist.

Sie bendtigen kinstliche biologische, stark
vernetzte Neuronen, um zu funktionieren.

Sind die einzige Form des maschinellen Lernens.

Bendtigen Sie die manuelle Extraktion
und Kodierung von Wissen
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/ Wissenstest

Die verschiedenen Methoden des
maschinellen Lernens sind:

1 Vorab kodiertes und nachtraglich kodiertes Lernen

[0 Bottom-up- und Top-down-Lernen

O

Uberwachtes Lernen, uniiberwachtes
Lernen und bestarkendes Lernen

[0 Single-Shot-Lernen und Multi-Shot-Lernen
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Die verschiedenen Methoden des
maschinellen Lernens sind:

1 Vorab kodiertes und nachtraglich kodiertes Lernen
[0 Bottom-up- und Top-down-Lernen

Uberwachtes Lernen, uniiberwachtes
Lernen und bestarkendes Lernen

[0 Single-Shot-Lernen und Multi-Shot-Lernen
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Was ist WAHR uber den Datenaustausch:

1 Durch die Anonymisierung sind ein sicherer
Datenaustausch und die Ruckverfolgung zu
den Originaldaten der Patient:innen moglich.

[0 Pseudonymisierte Daten geltenim Sinne der
DSGVO als personenbezogene Daten.

O Fur Gesundheitszwecke konnen Patientendaten
ohne Einwilligung verarbeitet werden.

O Software fallt nicht immer unter die MDR.
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Was ist WAHR uber den Datenaustausch:

1 Durch die Anonymisierung sind ein sicherer
Datenaustausch und die Ruckverfolgung zu
den Originaldaten der Patient:innen moglich.

Pseudonymisierte Daten gelten im Sinne der
DSGVO als personenbezogene Daten.

O Fur Gesundheitszwecke konnen Patientendaten
ohne Einwilligung verarbeitet werden.

O Software fallt nicht immer unter die MDR.
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Welches der folgenden Kriterien ist im
Hinblick auf die Algorithmusbewertung
ein geeignetes Mal3 zur Bewertung
einer Segmentierungsaufgabe?

1 Mittlerer quadratischer Fehler
[ Prazision

0 F1-Score

[0 Dice Similarity Koeffizient
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Welches der folgenden Kriterien ist im
Hinblick auf die Algorithmusbewertung
ein geeignetes Mal3 zur Bewertung
einer Segmentierungsaufgabe?

1 Mittlerer quadratischer Fehler
1 Prazision
[0 F1-Score

Dice Similarity Koeffizient

Kl in der
Radiologie

KAPITELUBERSICHT:

Einleitung
Grundlagen der Kl

Weiterfiihrende
Themen zu Kl

Zukiinftige Aspekte
Take-Home-Messages
Quellen und
weiterflhrende

Literatur

Wissenstest



<=> KERNWISSEN

/ Wissenstest

Im Hinblick auf Deep-Learning-
Anwendungen in der medizinischen
Bildgebung ist das Aufteilen eines
Bildes in mehrere Regionen, wobei
jeder Bereich einem bestimmten
Objekt oder einer bestimmten
Klasse entspricht, ein Beispiel fur:

O Klassifikation
[1 Bildverbesserung
[0 Detektion

[1 Segmentierung
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Im Hinblick auf Deep-Learning-
Anwendungen in der medizinischen
Bildgebung ist das Aufteilen eines
Bildes in mehrere Regionen, wobei
jeder Bereich einem bestimmten
Objekt oder einer bestimmten
Klasse entspricht, ein Beispiel fur:

O Klassifikation
[1 Bildverbesserung
[0 Detektion

Segmentierung
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